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1 INTRODUCCION

En este documento estudiaremos posibles campos de actuacién de algunos
algoritmos de Machine Learning (ML). Buscamos estudiar la implementacion de los
algoritmos en Vertica y la libreria Vertica-ML-Python con casos sencillos y comprobamos su
rendimiento con las implementaciones en Python y R.

Enumeremos los algoritmos ML disponibles en Vertica:
1. KMEANS
2. REGRESION LINEAL
3. CLASIFICACION RANDOM FOREST
4. REGRESION RANDOM FOREST
5. CLASIFICADOR SVM
6. REGRESOR SVM

7. NAIVE_BAYES

2 INTRODUCCION A LA LIBRERIA VERTICA-ML-PYTHON

Vertica_ml_python es una libreria de Python que permite explotar las ventajas de Vertica, aplicando
herramientas analiticas con la flexibilidad que proporciona Python, junto con la velocidad y escalabilidad
de la base de datos de Vertica. La idea es que Python trabaja en memoria, a la hora de cargar los datos
y procesarlos. La libreria permite llevar la logica del analisis a la fuente de datos (Vertica) y procesarlos
alli, con un gasto de memoria v un tiempo de ejecucion inferior a si utilizasemos Gnicamente Python. El
problema que se busca resolver es poder enfocar la flexibilidad y utilidad de Python a entornos de Big
Data, el crecimiento del uso de memoria y tiempo de ejecucion escala de manera muy rapida conforme
aumentamos el tamano de la fuente de datos.

El objeto fundamental de la libreria es el vDataframe, junto con sus vColumn. También podemos crear
modelos de Machine Learning directamente en la base de datos, junto con algunas funcionalidades
interesantes, como puede ser la lectura de un csv y cargarlo directamente en la base de datos.

En la documentacion oficial se exploran algunas de las diferencias entre utilizar Vertica + Python vs
utilizar dnicamente librerias de Python (Pandas + Scikit). Los resultados mas destacados son: tiempo de
carga inferior en Vertica puesto que los datos se manipulan en el origen, no hace falta cargarlos en
memoaria como hace pandas; tamano en memoria menor con la librerfa Vertica, el objeto vDataframe no
guarda todos los datos como haria el Dataframe de pandas; tiempo de ejecucion similar, Pandas tiene
mejores resultados en ciertas funciones, aunque se puede aumentar la velocidad aumentando el
ndmero de nodos de Vertica.
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2.1 CONEXION A BASE DE DATOS

Para conectarse a la base de datos de Vertica para utilizar Vertica-ML-Python, tenemos varias
opciones:

e JDBC mediante la libreria jaydebeapi. Sin embargo, no funciona bien con la libreria Vertica-ML-
Pythan, pues para crear un vDataframe en el codigo usa una concatenacion de métodos del
cursor. El método execute() del cursor de jaydebeapi devuelve None en lugar del propio cursory
daerrar.

e ODBC Tenemos dos opciones y ademas podemos crear un DSN que facilite la conexion a la
base de datos. En mis pruebas no he conseguido que con el DSN funcione en Windows, pues la

libreria Vertica-ML-Python tarde o temprano busca el DSN en ODBC.INI, y Windows gestiona

los DSN de otra manera. Con lo cual, escribiendo la informacién de la conexion en el codigo,
podemos crear el cursor necesario con vertica_python o con pyodbc.

2.2 VDATAFRAMEY VCOLUMN

vertica_ml_python.vdataframe:

vDataframe es un objeto de Pythan que recuerda las modificaciones del usuario para usar una consulta
SQL optimizada (cuando el usuario filtra los datos, vDataframe mantiene todas las transformaciones en
memoaria). Para cada columna de la relacion, vDataframe crea una vColumn que almacena para cada
columna su nombre vy sus transformaciones; vDataframe permite preparacién y exploracion de los
datos sin modificarlos.

vColumn y vDataframe usan la informacion del otro; es impaortante conocer ambas estructuras para
saber como utilizar el objeto. En la documentacién oficial vienen listados todos y cada uno de los
métados disponibles (ademas de tenerlos como codigo abierto), podemos destacar funciones de
agregacion, de dibujo de graficos, aplicar una funcion a los elementos, rellenar campos vacios...

2.3 MODELOS MACHINE LEARNING
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vertica_ml_python.learn:

También podemas crear modelos directamente en la base de datos y entrenarlos. Segln he visto, el
codigo interno lo que hace es ejecutar la sentencia del modelo seleccionado en Vertica (es decir, las
funcionalidades que también vamos a estudiar aqui), sin embargo, también anade algunas
funcionalidades de estudio de los modelos que Vertica no dispone de manera natural, por ejemplo, el
coeficiente de determinacion R*2 en Regresion Lineal.

Ademas de crearlos, podemos cargarlos o borrarlos de la base de datos.

3 DETALLES DE LA DATABASE

3.1 Dw_ft_ventas (indicaciones)

De latabla de hechos estas son las columnas que mas me pueden interesar. Entiendo que son las
variables relacionadas con las ventas de neumaticos y sus valores cuantificables de interés. Me fijaré en
el cliente 415,107.

1. Tarifa_codigo: un mismo producto (neumatico) se puede vender a distintos precios. Por
ejemplo, puedes tener la tarifa A de Venta al Pablico, con PVP a 100y la tarifa B de Grandes
Clientes con PVP a 90.

2. Tar_pcoste: coste del producto. El coste total serg, por tanto, tar_pcoste*cantidad. En nuestro
caso, Tar_pcoste= 23.965. Coste total del producto o importe de coste = 23.965 * 4 = 95.86

3. Precio: precio definitivo de venta del articulo. En nuestro caso, precio = 32.58. Precio total de
venta = precio * 4 = 32.58* 4 = 130.32. Aplicando el descuento del 5%. Precio total de venta =
123.804.

4. Importe = 123.804

5. Dto: descuento aplicado al precio de venta final. Es del 5%

Margen = Importe — Importe de Coste = 95.86

Segln JC lo importante son las siguientes columnas:

Cantidad = 4

Precio de Coste tar_pcoste

Precio

Importe de coste = tar_pcoste * cantidad
Importe

v e W

Margen de importe:

4 KMEANS VERTICA
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41 INTRODUCCION

El procedimiento que llevaré a cabo para analizar la utilidad de las implementaciones ML integradas en
Vertica consistira en la realizacién de casos sencillos vy el contraste de los resultados obtenidos con los
correspondientes en R.

4.2  SINTAXIS EN VERTICA

1. En primer lugar, consultemos la sintaxis empleada por Vertica del algoritmo:

Syntax

KMEANS ( 'model-name', 'input-relation’, 'input-columns', 'num-clusters'
[ USING PARAMETERS [exclude_columns='excluded-columns']
[, max_iterations=max-iterations]
[, epsilon=epsilon-value]
[, {init_method="1init-method'} | {initial centers table='init-table'} ]
[, output_view='output-view']
[, key columns="key-columns'] ] )

Las explicaciones sobre los argumentos obligatorios v los opcionales las iremos haciendo sobre la
marcha.

Tratemos de construir una clasificacion no supervisada de los clientes de la base de datos. Esta
clasificacion depende también de la iniciativa de la empresa. Atendiendo a las columnas de la tabla de
hechos dw_ft_ventas la variable que mayor interés pudiera tener de cara a la segregacion del tipo de
clientes es "importe total de todas las compras efectuadas por el cliente”. Asi, tendremos una clasificacion
en funcion del desembolso econémico que lleve a cabo para la empresa, esto es, si el nimero de clusters
resultantes es de 3, podriamos considerar la clasificacion de cliente importante, mediano y pequerio. Otra
posibilidad es verlo en funcién del beneficio, es posible que para una compra de menar importe exista un
mayor margen de beneficio frente a una compra de mayor importe.

Si bien, se pueden tener otros factores en cuenta, e.g,, no deberfamos considerar un cliente Unicamente
por el desemperio econémico del mismo, sino también paor su frecuencia ya que no es lo mismo para el
negocio que un cliente haga una aportacion de 1000 euros en una sola compra a que efectte 10 compras
de 100 euros en distintas ocasiones. Con esto Gltimo, de salir 3 clusters resultantes, tendriamos la
clasificacion de cliente recurrente, de media frecuencia u ocasional. Habria que definir también un lapso
conveniente para establecer las frecuencias: 1 mes, 2 meses, 1 ano, etc.

Podriamos establecer los grupos por separados, pero podrian no coincidir, lo mejor es combinar estos 2
criterios para formar los clusters de forma conjunta y formar otros grupos: cliente importante-ocasional,
cliente importante-de media frecuencia, cliente importante-recurrente, cliente medio-de media
frecuencia, cliente medio-ocasional, etc.

La naturaleza de los grupos requiere de una observacion posterior par parte del analista.

Pagina 6 de 44


http://www.stratebi.com/

stratebi.com 91.788.34.10

MACHINE LEARNING Y VERTICA 9.2

A continuacion, veamos dos ejemplos en Vertica:

Los 3 primeros parrafos declarativos se corresponden con la preparacion de la tabla que se usara en el
algoritmo.

4.3  EJEMPLO KMEANS (1)

CREATE TABLE machine_learning.auxiliarl AS

SELECT DISTINCT id_dim_cliente AS “"cliente", “"precic” AS precie
FROM machine_learning.dw_ft_ventas

WHERE id_fecha » 28138181 AND id_fecha < 28138481

DELETE
FROM machine_learning.auxiliarl
WHERE precic is NULL

CREATE TABLE machine_learning.prueball AS
SELECT DISTINCT cliente, sum{precic) AS "TOTAL"
FROM machine_learning.auxiliarl

GROUP BY cliente

ORDER BY cliente

SELECT KMEANS{'PRUEBA_CLUSTER1', 'prueball’, '*', 3

USING PARAMETERS exclude_columns = ‘cliente', max_iterations = 25, output_view = "KMEANSL')
Si nos fijamos, en el primer parrafo declarativo tenemos las ventas y los clientes
correspondientes a un trimestre, hemos borrado posibles valores nulos que KMEANS no
aceptara. En el segundo y en el tercero hemos calculado los desembolsos totales por cada
cliente. En el cuarto parrafo, hacemos una llamada al algoritmo, donde figuran 4 argumentos
obligatorios:

"PRUEBA_CLUSTER1": El nombre que asignamos al madelo.
'pruebal 1" a tabla donde el algoritmo buscara los datos de interés.
El tercer parametro es 'y sirve para informar de cuantas filas queremos que participen en el
modelo.
4. El'ndmero 3indica el nimero de grupos en los que queremos la segregacion de los datos.

En cuanto al conjunto de argumentos opcionales su funcion laindica su etiqueta. Con el Gltimo argumento
opcional obtenemos una vista cuyo nombre es output _view = 'KMEANST',

Ejecutando todo obtenemos la siguiente vista:

123total TI

1207033 2
20,394,262 1
273.09 0
73992 0
26t614
119R.47 1]

Observamos que se han formado los grupos 0,1,2. Deducimos ya que el grupo de los grandes clientes es
el 1, que el 2 es el de los clientes medianos y que O es el de los clientes pequenos.
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Si calculamos los centros se tiene que:

123 cluster_id T31|123CMONEY TT| 123 CARDINAL T3

0 57349 1,319
1 23,781.38 4
2 4 527.36 93

Observamos los centros y concluimos que 1319 clientes se han considerado por el algoritmo como
clientes pequefios, que 93 se consideran medianos, y que tan solo 4 se consideran clientes
grandes en comparacion al resto. A continuacion, contrastaremos el resumen del método con
los célculos recientemente hechos para tener fiabilidad de los resultados.

También podemos realizar la consulta que sigue:

SELECT GET_MODEL_SUMMARY(USING PARAMETERS model_name='PRUEBA_CLUSTER1')

Y obtenemos la siguiente lectura:

573.48518
23781.37800
4527.35656

Evaluation metrics:
Total Sum of Squares: 4.5522115e+09
Within-Cluster Sum of Squares:
Cluster 0: 4.2124331e+08
Cluster 1: 2.0295006e+08
Cluster 2: 4.6950196e+08
Total Within-Cluster Sum of Squares: 1.0936953e+09
Between-Cluster Sum of Squares: 3.4585162e+09
Between-Cluster S5/ Total 5S: 75.97%
Number of iterations performed: 18
Converged: True
Call:
kmeans(‘machine_learning.PRUEBA_CLUSTER1', 'prueball’, '*', 3
USING PARAMETERS exclude_columns="cliente’, max_iterations=25, epsilon=0.0001, init_method="'kmeanspp', distance_method="euclidean’, output_view='KMEANS1')

573.48518
23781.3780C
4527.35656

Nos fijlamos en que lo primero que nos ofrece son los centros que coinciden con los que he calculado.
También nos dice que el método ha sido convergente entre otros muchos otros datos.

OBSERVACIONES IMPORTANTES:

1. Veoun gran inconveniente a todo esto. Dicho inconveniente es que en la sintaxis y, en concreto,
en el uso de KMEANS hay que transmitirle al algoritmo el nimero de grupos que quieres que se
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formen. Esta decisién a menudo puede depender del criterio de un analista. Sin embargo, a veces
este criterio puede ir contra la naturaleza de los grupos vy forzarlos. Pongamaos un ejemplo, lo
deseado seglin el ejemplo anterior es que se formen 9 grupos comoa los que hemos comentado,
no obstante, estos no tienen por qué existir de forma natural. Quizas no existan clientes cuya
clasificacion de frecuencia sea media, ya que las frecuencias tengan mucha dispersion vy, en tal
caso, lo natural es dividir en 2 grupos. Al transmitirle que se formen 3 grupos estariamos
forzando la clasificacion.

2. Parasolucionarlo anterior, se suele emplear clustering jerarquico y dendogramas. Estos Ultimos
te ayudan a visualizar la clasificacion natural de los clusters y adelantar un nimero adecuado a
la clasificacion por KMEANS. Es decir, es comUn que estos dos métodos se complementen en el
orden clustering no jerarquico y un uso posterior de KMEANS,

3. Verticanodispone de clustering no jerarquico eso supone emplear KMEANS a ciegas. Podriamos
usar el clustering no jerarquico en R, pero perderia el sentido recurrir a R cuando lo gue queremos
es implementar el ML integrado en Vertica.

4.4  EJEMPLO KMEANS (2)

CREATE TABLE machine_learning.auxiliar2 AS

SELECT DISTINCT id dim cliente AS "cliente", sum{precioc)} AS precic, 1 AS "UNOS"
FROM machine_learning.dw_ft_wventas

WHERE id_fecha > 28138181 AND id fecha < 28138481

GROUP BY id_dim_cliente, id_fecha

DELETE
FROM machine_learning.auxiliar2
WHERE precio is NULL

CREATE TABLE machine_learning.pruebal2 AS

SELECT DISTINCT cliente, sum(UNOS) AS "Frecuencia", sum(precic) AS “TOTAL"
FROM machine_learning.auxiliar

GROUP BY cliente

ORDER BY cliente

Calculemos los grupos en funcion de la frecuencia de sus compras, v el desembolso ecandmico total:

SELECT *
FROM clasificacion_clientes
ORDER BY cluster_id, frecuencia, total

Implementamos ahora el algoritmo:

SELECT KMEANS('CLUSTER_PRUEBA2', 'pruebal2’, '*', 9
USING PARAMETERS exclude columns = 'cliente', max_iterations = 25, output view = "KMEANS2')

Calculamos sus centros:
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SELECT cluster_id,

CAST(SUM(frecuencia}/COUNT(frecuencia)/9@ AS DECIMAL(S,2)) AS 'CFRECUENCIA',
CAST(SUM{frecuencia)/COUNT(frecuencia) AS DECIMAL(Z,2)) AS 'xl1_ABSFRECUENCIA',
ROUND ( SUM{ total)/COUNT{total),2) AS 'x2_CMONEY', COUNT(cluster_id) AS 'CARDINAL'
FROM KMEANS2Z

GROUP BY cluster_id

ORDER BY cluster id

Y observamos la query:

123 clusterjd 71| 123 CFRECUENCIA 7| 123%1_ABSFRECUENCIA T7|123:x2 CMONEY T1|123CARDINAL T1
1 0 0.03 251 32047 907
2 | 1 0.17 15.25 5,038.87 36
El 2 0.66 59,00 54,734.42 1
F 3 0.07 6.14 1,437.7 72
5| 4 0.12 1055 3,185.74 9
6 | 5 0.60 54,00 27.412.57 2
7 | 6 023 21.00 19,494.24 2
8 | 7 020 18.40 10,195.32 5
r 8 032 20.14 1376033 7

\Vemos los 9 grupos que hemos querido crear con medias en (x4, x5).

Nota: Deberiamos haber considerado estandarizar los datos debido a la diferencia de magnitud entre una
variable y otra.

Con la declaracion:
SELECT GET_MDDEL_SUMI"':ARY(USING PARAMETERS model name='CLUSTER_FRUEBAZ2 ')

obtenemos la lectura:

frecuencia| total
__________ prssiiieany
2.51254 | 320.47036
15.57143 |5977.26354
59.00000 |54734.41700
6.13603 |1437.69888
10.48421 |3200.57105
54.00000 [27412.57100
21.00000 [19494.24000
18.40000 |10195.31960
29.14286 |13769.32943

Evaluation metrics:
Total Sum of Squares: 8.5532417e+09
Within-Cluster Sum of Squares:
Cluster 0: 52751959
Cluster 1: 33651678
Cluster 2: 0
Cluster 3: 43229034
Cluster 4; 38204852
Cluster 5: 7980997.3
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Coinciden como era de esperar. Sin embargo, me llama la atencion de que en el segundo centro veo una
diferencia en la segunda coordenada de dicho centro. Por lo demas todo es correcto.

\Vemos que tenemos 4 elementos de un solo elemento. Esto podria sugerir que hemaos forzado 9 grupos
cuando lo natural podria resultar que fueran 4 o 5. Sin embargo, también es posible que se traten de
valores atipicos.

En cualquier caso, ya vernos una clasificacion que podria ser interesante. Por ejemplo, los clientes que se

agrupan entorno a medias (2.51,320.47) son los clientes pequenios y ocasionales son los que mas
predominan v al ser el cardinal de 997 suponen un aporte econémico importante para la empresa y no
se deben desatender. Por otra parte, también podemos visualizar que uno de los grupos de cardinal 1
(formado por un solo elemento) es de medias (59, 54734.42), esto es, se trata de un cliente que aporta
los mayares beneficios en comparacion al resto de los clientes y cuya frecuencia es la mas importante.
Este Ultimo se clasificaria como un cliente importante y recurrente. Si quisiéramos saber quién es este
distinguido cliente fijemenos en su cluster _id y hagamos la query correspondiente:

SELECT cliente_nombre

FROM machine_learning.dw_dim_cliente

INNER JOIN (

SELECT *

FROM KMEANS3

WHERE cluster_id=2 ) AS aux

ON dw_dim_cliente.id_dim_cliente = aux.cliente

Para un posterior contraste de resultados con R, necesitaremos fijar los mismos centros semilla en
Vertica que en Ry utilizar la distancia euclidea en ambas.

4.5 EJEMPLO KMEANS (2) EN R

Utilizaremos esta seccién para expresar las capacidades de R para con ello poner de manifiesto las
limitaciones de Vertica 9.2 en cuanto al algoritmo KMEANS se refiere.

Con los mismos datos calculados con Vertica en el ejemplo anterior:

1. EJEMPLO <- read.csv("EJEMPLO KMEANS.csv", sep=",",
header = TRUE)

2. EJEMPLO <- EJEMPLO[,2:3]

. head (EJEMPLO)

4. EJEMPLO<-scale (EJEMPLO)

w

Frecuencia TOTAL
1 37 18215.81
2 57 29410.19
3 4 273.09
4 14 773.82
5 9 3192.52
6 21 1262.24

Primero hagamos un analisis jerarquico del dataset:
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Calculamos la matriz de distancias correspondiente v empleamos el modelo jerarquico:

[y

D<-dist (EJEMPLO)
PJ<-hclust (D)
3. plot(PJ, hang=-1)

N

Cluster Dendrogram

25
I

15

Height
10

D
hclust (*, "complete”)

En el dendograma podemas ver que lo natural es considerar 3-5 grupos.

=

KM<-kmeans (EJEMPLO, 5)
KMS$Scluster
3. table (KMScluster)

N

> table(KM$cluster)

1 2 3 4 5
281 103 16 1013 3

\Veamos ahora cual es el nimero 6ptimo de clusters con el analisis de R:

1. library (cluster)

2. library (factoextra)

3. fviz nbclust (x = EJEMPLO, FUNcluster = kmeans, method = "wss"
k.max = 15,

4. diss = get dist (EJEMPLO, method = "euclidean"),

nstart = 50)
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Optimal number of clusters

20001

1000 4

Total Within Sum of Square

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
Number of clusters k

\Vemos que a partir de 5 empieza a estabilizarse por lo que nuestra eleccién no fue equivocada.

4.6  EJEMPLO KMEANS (2) EN PYTHON Y VERTICA-ML-PYTHON

VVamos a implementar el modelo en Python, con la libreria de Vertica y sin la libreria (usando Scikit-learn).
En el siguiente apartado vemos los resultados y hacemos el contraste global.

Vertica-ml-python:

Como vemos, no hace falta cargar ningin dato. En el método fit le pasamos la tabla de la base de datos
donde se alojan nuestros datos de entrenamiento para ajustar el modelo.
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Con Python hay que cargar el csv y guardarlo en memoria en un DataFrame de Pandas.

4.7 CONTRASTE EJEMPLO KMEANS (2)

Con los datos del ejemplo KMeans2, realizo un modelo sencillo en las 4 plataformas y estudio las
diferencias de los resultados.

Vertica:
centers metrics
P \ E\:;:;:ion metrics:
frecuencia|  total Total Sum of Squares: 8.5532417e+89
---------- Fo-mmmm————- Within-Cluster Sum of Squares:
5.12868 |14_43, 11722 Cluster @: 42921581
57.00000 |29416.19200 e T iease
uster '
18.61458 |324@.24515 Cluster 3: @
59.88880 |54734.41766 Cluster 4: 46355258
16.08680 |6228.25634 Cluster 5: 53866388
7.514@3 | 321.@3249 Cluster 6: 3269278.5
! ) Cluster 7: @
21.00008 |19494.24800 Cluster 8: 21279124
51.0080808 |25414,95608 Total Within-Cluster Sum of Squares: 2.8918784e+08
25 . GRERE |1294g‘25@5@. Between-Cluster Sum of Sguares: B8.3441339e+89

Between-Cluster 55 / Total 55: 97.56%
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1]

> cat("Between-Cluster sSum of Sguares ", KMEbetweenss)
Between-Cluster sum of Squares 8378053880
= cat("Total sum of Sguares ", KEMZtotss)
Total sum of Squares 8353241696
= cat("Total within-Cluster sSum of Squares ", KEMEtot.withinss)
Total within-Cluster sum of sSguares 175187816
= cat("Between-cluster 55 / Total s5 ", KMEZbetweenss/KMEtotss)
Between-Cluster 55 / Total s5 0.979518
= KMiCcenters
Frecuencia TOTAL

6.142857 1403.1007

4.027778 656. 6447

26.636364 13428.0287

15. 300000 o6420.5482

B.604167 2432.4018

59. 000000 54734.4170

37.6666067 23199.2707

12.795918 3996.4508

1.864035 187.1044

D oom s Ghown L R
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Python:

n-Cluster of Sgquares

al Between-Clu

En este ejemplo concreto, todos los resultados son muy parecidos. Sin embargao, aungue la diferencia sea
sutil, se ve una pequena diferencia del ajuste del modelo entre el algoritmo de Vertica, Vertica-ml-python
y la implementacion en Ry Python. La implementacion de Vertica-ml-python también tiene una ligera
mejora contra el algoritmo de Vertica. (El ajuste viene dado por el valor Between-Cluster / Total SS)

4.8 KMEANS + PCA

En ocasiones, el nimera de variables participes en un KMEANS puede resultar muy elevado con una
consecuente ralentizacién en su ejecucion. No obstante, Vértica también incluye PCA (Andlisis de
Componentes Principales). Si bien, aunque PCA se utilice muy a menudo en revelaciones de relaciones
ocultas sobre unas determinadas variables, también es til a la hora de complementarse con KMEANS.
Si PCA consigue recoger un buen porcentaje de variabilidad de las variables primitivas, se puede aplicar
un KMEANS sobre las variables generadas por PCA (las proyecciones) con un nimero menor de variables.
El Gnico inconveniente es que la interpretabilidad de estas variables se pierde al proyectar, pero se puede
resolver regresando a las coordenadas originales, algo para lo que Vertica proporciona una funcion:

Syntax

APPLY _PCA ( input-columns
USING PARAMETERS model_name="model -name’
[, num_components=num-components ]
[, cutoff=cutoff-value]
[, match_by pos=match-by-position]
[, exclude columns='"excluded-columns']
[, key_columns='key-columns'] )
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5 REGRESION LINEAL

5.1  SINTAXIS

Syntax

LINEAR _REG ( 'model-name’, 'input-relation', ‘response-column', 'predictor-columns’
[ USING PARAMETERS
[exclude columns='excluded-columns’]
[, optimizer="optimizer-method" ]
[, regularization="regularization-method" ]
[, epsilon=epsilon-value]
[, max_iterations=iterations]
[, lambda=Lamda-value]
[, alpha=alpha-value] ] )

Sobre los argumentos obligatorios:

Model-name: el nombre que queremos dar al modelo.
Input-relation: se trata de la tabla con la que vamos a construir el modelo.
Response-column: la variable dependiente deseada para la prediccion.

s w N -

Predictor-columns: predictores que se van a usar.
Sobre los argumentos opcionales mas representativos:

1. Exclude_columns: columnas que quieras excluir como predictoras
2. Optimizer: método de optimizacion para entrenar el modelo.
3. epsilon: cuanta precision se desea.

OBSERVACION: me resultan llamativos estos parametros opcionales debido a que la regresion lineal tal
y como yo la conozco nos permite realizar un calculo determinado de los coeficientes estimadores
mediante la formula:

B= (X)X

donde X es la matriz de predictores e y la de observaciones de la variable respuesta. Por lo tanto,
desconozco la necesidad de aplicar un método iterativo como sustitucion de un simple calculo matricial.

INCONVENIENTES: un claro inconveniente para la aplicacion de un modelo de regresion lineal es que el

aprendizaje es supervisado vy, con ello, menos susceptible de automatizacion. Hay que validar los
supuestos sobre los que se construye para garantizar el éxito del mismo. Por tanto, no termino de
comprender donde radica el potencial de implementar este modelo ML en Vertica. Por ejemplo, en un
caso de regresion lineal multiple hay que verificar:

1. Tendencia lineal con representaciones.
2. No colinealidad entre los predictores.
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Homocedasticidad de los residuos.

Normalidad de los residuos.

Independencia de los residuos.

Valores influyentes vy outliers.

Principio de parsimonia en la seleccion de los predictores.

O ~ o Ut &~ w

El nimero de observaciones ha de ser de hasta 15 o 20 veces el nimero de predictores.

A excepcion de la validacion 8, los supuestos 1-7 en principio creo que no se pueden validar en Vertica.
Esto supone que cuando apliqguemos un modelo de regresion lineal multiple desde Vertica lo hagamos a
ciegas. De hecho, una de las herramientas que nos praporciona rigor en la validacion de tales supuestos
son los contrastes de hipotesis y creo que Vertica no dispone de estos. Por consiguiente, para validar
estos supuestos deberiamos emigrar a R o algin programa estadistico similar v, con ello, el sentido de
utilizar ML integrado en Vertica para evitar una dependencia externa se pierde.

Una vez mencionado lo anterior, me dispongo al menos a contrastar los resultados de una regresion
lineal mltiple en Vertica con los resultados que ofrece R. Utilizaré un ejemplo conocido en el que tales
supuestos se verifican con R con el objetivo de verificar el éxito del algoritmo integrado en Vertica cuando
las condiciones de su aplicacion son ideales.

5.2 CONTRASTANTO RESULTADOS Y RENDIMIENTO CON R

No he encontrado en la naturaleza de los datos de la base de datos sobre la que hemos trabajado en los
ejemplos de K-means ningln rango de aplicacion de una regresion lineal maltiple. Esto se debe a que la
base de datos contempla las ventas de neumaticos y una regresion lineal maltiple en una prediccion de
ventas cuando estas fluctGan por maltiples factores no me parece plausible.

Por lo tanto, utilizaré los datos de un ejemplo simulado v ya conocido. Los datos son los siguientes:

INC_RATING SOLVENCIA CAV

1 30.53 100.00 58.33
2 34.56 50.00 72.22
3 30.16 78.57 38.89
4 15.14 35.71 27.78
5 -10.86 40.00 33.33
6 26.50 61.43 55.56
7 -26.25 21.43 13.89
8 35.29 47.14 77.78
9 1.96 32.86 25.00
10 -19.29 5.71 16.67
11 22.47 64.29 27.78
12 0.86 28.57 22.22
13 58.00 80.00 100.00
14 -8.67 42.86 30.56
15 14.78 58.57 61.11

Tenemos dos variables independientes SOLVENCIA Y CAV que intentan predecir el incremento de un
rating (INC_RATING). Guardamos el csv en un txt y con una transformacion de spoon los migramos a la
base de datos.
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123 INC_RATING T¥T|123S0LVENCIA T 12scav TI
1 196 32.86 25
2 | 2247 64.29 2778
3 | 26.5 61.43 55.56
e 30.16 78.57 38.89
5 | 30,52 100 5833
6 | 34,56 50 72.22
7| 58 N 100
s | 1478 58,57 61.11
9 | 35.29 47,14 7778
10 | -26.25 21.43 12.89
11 -19.29 5.71 16.67
12 | -10.86 4 33,33
13 | -3.67 42.86 3056
14 | 0.86 28.57 2222
15 | 15.14 3571 2778

SOLVENCIA'Y CAV (crecimiento acumulado de ventas) son las variables predictoras, INC_RATING la
variable que queremos predecir. Hagamos la consulta correspondiente para emplear el algoritmo:

SELECT LINEAR_REG('REG_LINEAL MODEL4', 'REG_LINEAL_AUXILIAR', 'INC_RATING', '*'
USING PARAMETERS exclude columns = '"INC_RATING', max_iterations = 25)

Obtengamos un resumen del modelo creado:

--RESUMEN DEL MODELO
SELECT GET_MODEL_SUMMARY (USING PARAMETERS model_name='REG_LTNEAL _MODEL4")

predictor|coefficient|std_err |t_value |p_value

--------- B e et

Intercept| -29.90742 | 6.61988|-4.51782| 0.00070

solvencia| 0.38443 | 0.14855| 2.58782| 0.02375
cav | 0.55447 | 0.14420| 3.84520| 0.00233

type| lambda

S o e e e

none| 1.00000

linear_reg(
machine_learning.REG_LINEAL_MODEL4

REG_LINEAL AUXILIAR

"inc_rating"

’
*

USING PARAMETERS exclude_columns=
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Observamos que el resumen nos ofrece los coeficientes estimadores, sin embargo, no nos proporciona
el coeficiente de determinacion R? ni el ajustado. Luego los calcularemos.

Si quisieramos las predicciones en Vertica, mediante la consulta que sigue las obtendriamos con la
sintaxis que sigue:

Syntax

PREDICT_LINEAR_REG ( input-columns
USING PARAMETERS model name='model -name'’
[, match_by pos=match-by-position] )

Procedemos:

SELECT PREDICT_LINEAR_REG(SOLVENCIA, CAV USING PARAMETERS model_name='REG_LINEAL_MODEL4")
FROM machine_learning.REG_LINEAL_AUXTLIAR;

Y obtenemos el siguiente error:

g Error executing query O *

@ Query execution failed

Reason:

SOL Error [5861] [VPD01]: [Vertica][VIDBC](3861) ERROR: Error calling setup() in User Function predict_linear_reg at
[sre/Common/GPredict.cpp:31], error code: 0, message: Error in setup: [Model "REG_LINEAL_MODEL4" does not
exist]

[ Ok 1| <<Details |

He consultado el error en internet, también he consultado otras fuentes para ver si la sintaxis se trataba
de la misma pero no he conseguido solucionarlo, por lo que deduzco gue se trata de un error en Vertica.
Por tanto, no puedo contrastar el método con R mediante los coeficientes de determinacion. Sin
embargo, para predicciones con constantes sifunciona y mantengo casila sintaxis intacta lo que refuerza
miidea de que es un error de Vertica y no mio:

Tomando el primer dato de la tabla (32.86, 25):

SELECT PREDICT_LIMEAR_REG(32.86, 25 USING PARAMETERS model name='REG_LIMEAL MODEL4',
match_by pos="true')

FROM machine_ learning.REG_LINEAL AUXILIAR

LIMIT 1;

123 PREDICT_LINEAR_REG T
] -3.4134086344

Comparamos con R:

> x0<=-data.frame(SOLVENCIA=32.86,CAv=25) #Una variable nuevas
> predict(modelo,x0,interval="confidence")

fit Twr upr
1 -3.413409 -11.22024 4.393423
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Los valores son iguales. Concluimos, al menas, que la recta ajustada es la misma segln la lectura y los
resultados.

CONCLUSION: parece que la regresion lineal multiple en Vertica ajusta bien el modelo.

COMPARATIVA DE TIEMPQ: otra observacion que podemos hacer es que el tiempo empleado en Vertica

es mayor para construir el modelo que imagino que sera por el método iterativo que emplea. En Vertica
he observado para distintas ejecuciones con el mismo training dataset que los tiempos de construccion
oscilan en 0.8-3 segundos pronunciandose en 0.8. En R, sin embargo, el tiempo es nulo o casi nulo:

> TimeRL<-system.time(
+ modelo<-Tm(INC_RATING~SOLVENCIA+CAV,data=Enisa_Simu.
+ )
> TimeRL
user system elapsed
0.00 0.02 0.03

5.3  EJEMPLO REGRESION LINEAL EN PYTHON

Vertica-ml-python:

Python:

Pagina 21 de 44


http://www.stratebi.com/

stratebi.com 91.788.34.10

MACHINE LEARNING Y VERTICA 9.2

pandas pd

sklearn.linear model

5.4 CONTRASTE EJEMPLO REGRESION LINEAL

Vertica:

predictor|coefficient|std err |t_value |p value
————————— s T e S et
Intercept| -29.98742 | 6.51988|-4.51782| @.ee870
solvencia| ©.38443 | 8.14855| 2.58732| ©.82375
cav | ©.55447 | ©.14420| 3.84528| 6.88233

Vertica-ML-Python:
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Coefficients:
Estimate std. Error t wvalue Pri=|t]|)

{(Intercept) -29.9074 6.6199 -4.518 0.000704 dwww

SOLVEMNCIA 0. 3844 0.1486 2,588 0.023753 =

CAV 0. 5545 0.1442 3.845 0.002330 w*

signif. codes: @ *#*#*' 0,001 °*#**' 0.01 **' 0.05 “." 0.1 °* " 1

Residual standard error: 10.69 on 12 degrees of freedom
Multiple R-squared: 0.8233, Adjusted rR-squared: 0.7938
F-statistic: 27.95 on 2 and 12 DF, p-value: 3.048e-05

Python:

En este ejemplo concreto, al ser muy sencillo, el algoritmo nos devuelve el mismo resultado en todas las
plataformas. Cabe mencionar que Vertica no nos proporciona el valor R*2, pero la libreria Vertica-ML-
Python si.

6 RANDOM FOREST CLASIFICACION: RIESGO CREDITICIO

6.1  SINTAXIS

La sintaxis de un Random Forest de Clasificacion en Vertica es la siguiente:

Syntax

RF_CLASSIFIER ( 'model-name', input-relation, 'response-column', 'predictor-columns’
[ USING PARAMETERS [exclude columns='excluded-columns’]
[, ntree=num-trees)
[, mtry=num-features)
[, sampling_size=sampling-size]
[, max_depth=depth]
[, max_breadth=breadth]
[, min_leaf_size=leaf_size]
[, min_info_gain=threshold]
[, nbins=num-bins] ] )

Argumentos obligatorios:

1. Model-name: el nombre que quieres asignar al modelo
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2. Input-relation: la tabla que le introduces para aprendizaje
3. Response-column: variable respuesta u objetivo
4. Predictor-columns: variables columnas predictoras

Argumentos opcionales:

Exclude_columns = columnas predictoras que no quieres que participen en el modelo
Ntree = nimero de arboles utilizados en el modelo
Mtry = nimero de variables aleatorias como candidatas en cada ramificacion

s w N =

Sampling_size = la proporcion del conjunto de datos de entrada que se selecciona
aleatoriamente para entrenar cada arbol.

Max _depth = el maximo nivel de profundidad que puede alcanzar cada arbol.

Max _breadth = maximo nimero de nodos terminales que puede tener cada arbol.

Min_leaf _size = el minimo tamano que pueden alcanzar los nodos de cada arbol {las hojas).

O ~N o WU,

Min_info_gain = umbral minimo para incluir una division.
Default values:

0< ntree=20 < 1000

mtry = y/{number of predictors}
0 < sampling_size =0632 < 1

0 <max_depth=5<5

1 <max_breadth=32 < 1e9

1 <min_leaf size=1<1e6

O <min_info_gain=00<1

~N o v BN =

6.2 EJEMPLO EN R: RIESGO CREDITICIO

Uno de las posibles aplicaciones de un Random Forest es poder predecir si un prestatario no podra pagar
un futuro préstamo. Para ilustrar este caso utilizaremos un conjunto de datos que representa 9578
préstamos a 3 anos que fueron financiados a través de la plataforma LendingClub.com entre mayo de
2007 y febrero de 2010. La variable dependiente not_fully _paid indica que el préstamo no se devolvid
en su totalidad, esto es, el prestatario se marco por la empresa como poco probable para la devolucion
del préstamo con sus intereses. Para predecir esta variable de interés, nosotros usaremas las siguientes
variables independientes disponibles:

1. Creditpolicy: 1 si el cliente cumple con los criterios de suscripcion de crédito de
LendingClub.com, y O en caso contrario.

"o "won

2. Purpose: propésito del prestatario y préstamo: “credit _card", "debt_consolidation”, “education”,

“major_purchase”, “small_business”, “all_other”,

3. Intrate:latasa deinterés del préstamo como proporcion (una tasa del 11% se almacenaria como
0.11). A los prestatarios que LendingClub.com considera con mayor riesgo les asigna tasas de
interés mas altas.

4. Installment: las cuentas mensuales adeudadas por el prestatario si el préstamo decide

financiarse.
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5. Log.annual.inc: los ingresos anuales declarados por el prestatario.

6. Dtl: La relacion deuda-ingreso del prestatario (cantidad de deuda dividida por los ingresos
anuales)

7. Fico: la puntuacion de crédito FICO. El nimero de dias que el prestatario ha tenido una linea de
crédito.

8. Revol.bal: The borrower's revolving balance (amount unpaid at the end of the credit card billing
cycle).

9. Revol.util: the borrower's revolving line utilization rate (the amount of the credit line used
relative to total credit available).

10. Ing.last.6mths: the borrower's number of inquiries by creditors in the last 6 months.

11. Deling.2yrs: el nimero de veces que el posible prestatario ha estado al menos hasta un mes
en estado de impago con respecto a alguna deuda durante los Gltimos 2 anos

12. Pub.rec: The barrower's nunmber of derogatary public records (bankruptcy filings, tax liens or
judgments).

Notemos todo lo que podemos hacer en R para posteriormente notar las limitaciones (o no) de Vertica si
se emplea en solitario.

A.  PREPARAMOS Y EXPLORAMOQOS LOS DATOS:

Cargamos los datos en R

. library (readr)

loansl <- read.csv("loans.csv")
. str(loansl)
. summary (loansl)

SN

‘data.frame’: 9578 obs. of 14 variables:

$ credit.policy :int 1111111111 ...

$ purpose : Factor w/ 7 levels "all other","credit_card",..: 3
233223153...

$ int.rate : num ©.119 0.107 0.136 0.101 0.143 ...

$ installment : num 829 228 367 162 103 ...

$ log.annual.inc : num 11.4 11.1 10.4 11.4 11.3 ...

$ dti : hum 19.5 14.3 11.6 8.1 15 ...

$ fico : int 737 707 682 712 667 727 667 722 682 707 ...

$ days.with.cr.line: num 5640 2760 4710 2700 4066 ...

$ revol.bal : int 28854 33623 3511 33667 4740 50807 3839 24220 6
9909 5630 ...
$ revol.util : hum 52.1 76.7 25.6 73.2 39.5 51 76.8 68.6 51.1 23
$ ing.last.eémths : int
$ deling.2yrs : int
$ pub.rec : int
$ not.fully.paid : int
C

redit.policy int.rate installment

Min. :0.000 all other :2331  Min. :0.0600  Min. : 15.6
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1st Qu.: credit_card 11262 1st Qu.:0.1039 1st Qu.:

Median : debt_consolidation:3957 Median :0.1221  Median :

Mean : educational : 343  Mean :0.1226  Mean

3rd Qu.: home_improvement : 629 3rd Qu.:0.1407 3rd Qu.:
major_purchase : 437  Max. :0.2164  Max.
small business : 619

log.annual.inc dti fico days.with.cr.line

Min. : 7.548  Min. : ©0.000 Min. 1612. Min. . 179

1st Qu.:10.558 1st Qu.: 7.213 1st Qu.:682. 1st Qu.: 2820

Median :10.928 Median :12.665 Median :707. Median : 4140

Mean :10.932 Mean :12.607 Mean :710. Mean : 4562

3rd Qu.:11.290 3rd Qu.:17.950 3rd Qu.:737. 3rd Qu.: 5730

Max. :14.528 Max. :29.960 Max. :827. Max. :17640

NA's 4 NA's 129
revol.bal revol.util ing.last.6mths deling.2yrs

Min. : @ Min. : 0.00 Min. : ©0.000 Min. : 0.0000

1st Qu.: 3187 1st Qu.: 22. 1st Qu.: 0.000 1st Qu.: ©0.0000

Median : 8596 Median : 46.40 Median : 1.000 Median : ©.0000

Mean : 16914 Mean : 46.87 Mean : 1.572 Mean : 0.1638

3rd Qu.: 18250 3rd Qu.: 71.00 3rd Qu.: 2.000 3rd Qu.: 0.0000

Max. :1207359  Max. :119.00  Max. :33.000 Max. :13.0000

NA's 162 NA's 129 NA's 129

pub.rec not.fully.paid

Min. :0.0000 Min. :0.0000

1st Qu.:0.0000 1st Qu.:0.0000

Median :0.0000 Median :0.0000

Mean :0.0621 Mean :0.1601

3rd Qu.:0.0000 3rd Qu.:0.0000

Max. :5.0000 Max. :1.0000

NA's 129

Detecto un error en el dataset que se puede resolver. Este se trata de que las variables credit.palicy y
not.fully.paid deberfan ser tratadas como factores. El trato de la primera no influye tanto como la segunda
ya que se usa como predictora, sin embargo, si no cambiamos la naturaleza de la variable respuesta el
Random Forest actuara como una regresion v sus resultados no seran los valores absolutos 1 6 0 sino
que seran aproximaciones. De hecho, si esto pasa inadvertido, cuando construimos el modelo e
algoritmo de R tiene la capacidad de darse cuenta de que la variable respuesta esta considerada como
entera pero con tan solo dos valores v deduce que probablemente quieres una clasificacion y no una
regresion. Acabara preguntandote el propio algoritmo. Quizas con mas categorias R no se percate v
puedes terminar incurriendo en errar, por lo que hay que estar atento.

\Jeamos ahora la proporcion de impagos

1. # Proportion of loans not paid fully
2. table(loansl$not.fully.paid)
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Tenemos:

1. 0 1
2. 8045 1533

Por lo que tenemos un porcentaje de impagos de un 16%:

1533
9578

X 100 = 16%

Tenemos un claro caso de unbalanced data. Esto significa que cuando empleemos un Random Forest tendremos un
sesgo a favor de la clase mayoritaria, esto es, la de los buenos pagadores. De hecho, no me percaté, lo
implementé, y me sali6 lo siguiente:
call:
randomForest(formula = not.fully.paid ~ ., data = Toans_train)
Type of random forest: classification

Number of trees: 500
No. of wvariables tried at each split: 3

00B estimate of error rate: 16.18%
Confusion matrix:
0 1 class.error
0 5563 24 0.004295686
1 1054 20 0.981378026

Como podemos ver tenemos un errar del casi 99% en los no pagadores. Esto es peor incluso, ya que es
mucho peor clasificar un mal pagador como buen pagador que viceversa. Asi que no podemos tomar el
dataset tal y como esta. Para esto hay dos opciones:

1. Submuestreo: eliminar aleatoriamente observaciones de la clase con mas instancias para
equilibrar los pesos. Sin embargo, estariamos perdiendo informacion potencialmente relevante
que con la muestra original si se incluye.

2. Sobremuestreo: aumentar aleatoriamente observaciones de la clase con menos instancias para
equilibrar los pesos. Con esto se evita la pérdida de informacion, pero se corre el riesgo de
sobreajustar el modelo. No obstante, suele dar mejor resultados.

De cualquier manera, lo correcto serfa realizar validaciones cruzadas y comparar ambos posibles
modelos. Obviaré esto Ultimo, y realizaré directamente un sobremuestreo.

\Veamos cuantos valores NA hay por cada atributo:

apply (loansl, 2, function (x) { sum(is.na(x)) })

1. credit.policy purpose int.rate
2. 0 0 0
3. installment log.annual.inc dti
4. 0 4 0
5. fico days.with.cr.line revol.bal
6. 0 29 0
7. revol.util ing.last.6mths deling.2yrs
8. 62 29 29
9. pub.rec not.fully.paid
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10. 29 0

Y veamos cuantas filas se ven afectadas:

1. > missing <- subset(loansl, is.na(log.annual.inc) | is.na(days.w
ith.cr.line) | is.na(revol.util) | is.na(ing.last.6mths) | is.na
(deling.2yrs) | is.na(pub.rec))

2. > nrow (missing)

3. [1] 62

4. > table (missing$not.fully.paid)

5.

6. 0 1

7. 50 12

Tenemos 62 filas afectadas de las cuales 50 resultaron ser con devolucion de préstamo y 12 sin
devolucion de préstamo. Teniendo en cuenta el nimero de observaciones con el que tratamas eliminar
estas pocas filas con valores nulos no deberia afectar a los resultados de un modelo predictivo ya que
relativamente son muy pocas. Una solucion posible es predecir esos resultados con el resto de variables
independientes de las cuales si que disponemos de toda la informacion. Sin embargo, como ya hemos
dicho, al ser tan pocas filas las implicadas, optaré por excluirlas del entrenamiento del modelo.

1. > loans2 <- na.omit (loansl)

2. > apply(loans2, 2, function (x) { sum(is.na(x)) })

3. credit.policy purpose int.rate
4. 0 0 0
5. installment log.annual.inc dti
6. 0 0 0
7. fico days.with.cr.line revol.bal
8. 0 0 0
9. revol.util ing.last.6mths deling.2yrs
10. 0 0 0
11. pub.rec not.fully.paid

12. 0 0

1. > loans2$not.fully.paid <- as.factor (loans2$not.fully.paid)
2. > loans2Scredit.policy <- as.factor (loans2Scredit.policy)

Ahora apliquemos un sobremuestreo aleatorio:

1. loans <- loans?2

2.

3. Y<-which (loans2$not.fully.paid==1)
4.

5. loans unbalanced <- loans

6.

7. Yl = sample (Y)

8. Y2 = sample (Y)

9 Y3 = sample (Y)

10. Y4 = sample (Y)

11.

12. loans balanced <- rbind(loans,loans[Yl,],loans[Y2, ],

loans([Y3,], loans([Y4,])
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> table(loans_balanced$not.fully.paid)

0 1
7995 7605
Particionemos el conjunto aleatoriamente en un conjunto de entrenamiento (70%) v otro que sirva de

test del modelo (30%) para validarlo.

1. # Unbalanced data

2. set.seed(2019)

3. train=sample (1:nrow (loans unbalanced), round (0.7*nrow (loans unbal
anced) ))

4. loans unbalanced train = loans_unbalanced[train, ]

5. dim(loans unbalanced train)

6. loans_unbalanced test = loans unbalanced[-train, ]

7. loans_test aux = loans_unbalanced[-train, ]

8. dim(loans unbalanced test)

9. nrow(loans unbalanced train)+nrow(loans unbalanced test)

10.

11.

12. # Balanced data

13. set.seed (2019)

14. train=sample (1:nrow(loans balanced),round (0.7*nrow(loans ba
lanced)))

15, loans_balanced train = loans balanced[train, ]

le. dim(loans balanced train)

17. loans_balanced test = loans balanced[-train, ]

18. loans_test aux = loans_balanced[-train, ]

19. dim(loans balanced test)

20. nrow (loans balanced train)+nrow (loans balanced test)

B. Es conveniente, a modo orientativo, realizar un estudio previo visual para detectar posibles
candidatos a mejores predictores y otras caracteristicas que definan el modelo vy cuyas
conclusiones se han de contrastar posteriormente con las del modelo. Asi, tendremos un poco
mas de certeza de que el madelo funciona bien o, como sucede en algunos casos, sorprendernos
con predictores que a priori no parecieron de tanta relevancia y que, si todo se ha hecho
correctamente, han resultado inadvertidos. De todas formas, este apartado lo dejo pendiente
por el momento ya que para los objetivos de este documento no resulta estrictamente
necesario

C.  CONSTRUCCION DEL MODELO

set.seed (2019)

. library (randomForest)

Modelol <- randomForest (
formula = not.fully.paid ~ .,
data = loans balanced train

)

o U1 x> W N
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> Modelol

call:
randomForest(formula = not.fully.paid ~ ., data = loans_balanced_train
)
Type of random forest: classification
Number of trees: 500
No. of variables tried at each split: 3

00B estimate of error rate: 3.19%
Confusion matrix:
0 1 class.error
0 5303 313 0.055733618
1 35 5269 0.006598793

Comprobemos el accuracy con los conjuntos test, tanto con el original como el balanceado:

1. Testl <- predict (Modelol, loans unbalanced test, type = "class")

2. Test2 <- predict (Modelol, loans balanced test, type = "class")

3.

4. accuracy unbalanced train <- mean (Testl == loans unbalanced test
Snot.fully.paid)

5. accuracy balanced train <- mean (Test2 == loans balanced test$not

.fully.paid)

> data.frame(accuracy_unbalanced_train,accuracy_balanced_train)
accuracy_unbalanced_train accuracy_balanced_train
1 0.9810858 0.966453

Tenemos un buen accuracy en ambos casos utilizando el mismo modelo.

Si queremos ahora ver la importancia de las variables:

library (ranger)

Modelol <- ranger (
formula = not.fully.paid ~ .,
data = loans balanced train,
num.trees = 500,
importance = 'permutation'

)

library (ggplot2)

0. library (dplyr)

1 list features=data.frame ("feature"= names (ModelolSvariable.
importance),

P P OWOoJo Ul b W

12. "value"=unname (ModelolSvariable.im
portance))

13. list features %>%

14. dplyr::arrange (desc (value)) %$>%

15. dplyr::top n(10) %>%

16. ggplot (aes (reorder (feature, wvalue), value)) +

17. geom col () +

18. coord flip() +

19. ggtitle ("Top 10 important variables")
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Top 10 important variables
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Esta es una de las limitaciones que creo que presentara Vertica. Como paco, tendra las limitaciones en
cuanto a visualizaciones.

6.3 EJEMPLO EN VERTICA 9.2: RIESGO CREDITICIO

Partimos de los datos balanceados del documento (LOANS _BALANCED). Tomamos una muestra
aleatoria para el algoritmo de Random Forest y el resto la utilizamos como muestra de test. Una vez la
creamos la expartamos a csv y con PDI la metemos en la base de datos para Vertica, ya que de lo
contrario no sé como en Vertica podemos coger una muestra aleatoria. Ademas, asi tenemos
consistencia con el modelo, pues si generamos la muestra varias veces, obtendremos modelos
distintos.

Una vez lo tenemos en csv, impartado a Verticay a R, vamos a canstruir los modelos de Random
Forest para la clasificacion.

Primero en R: Es muy importante poner nuestra variable respuesta como factor, para que el algoritmo
Random Forest se detecte como clasificacién y no regresion.

Toans_balanced_traininot. fully.paid <- factor(leans_balanced_traininot.fully.paid)
loans_balanced_testinot.fully.paid <- factor(leans_balanced_testinot.fully.paid)

Una vez tenemos esto, creamos el modelo. He creado dos modelos para comparar la eficiencia del
algoritmo segln el nimero de arboles escogido:

Tibrary(randomrForest)

Mnde10200|{— randomForest(
formula = not. fully.paid-.,
data = lTeoans_bkalanced_train,
ntree = 200

)

Modelo300 <- randomForesti
formula = not. fully. paid-.,
data = Toans_balanced_train

)
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De primeras podemos comparar el tiempo de entrenamiento del algoritmo:

TimerF2Q0 <- system.time(
Modelo200 =- randomForesti(
formula = not.fully.paid-.,
data = loans_balanced_train,
ntree = 200
)
)

TimerF3Q0 <- system.time(
ModeloS00 <- randomForesti(
formula = not.fully.paid-.,
data = loans_balanced_train
)
)

= TimeRF200
user system elapsed
10.51 0.14 11.11
= TimeRrRF300
user system elapsed
24.78 .34 25.62

Una vez hecho esto, vamos a ver la efectividad del modelo en nuestras muestras test:

predTest =- predictiModelo200, loans_balanced_test, type= "class")
summary (predTest)

mean(predTest == loans_balanced_testinot.fully.paid)
table(predTest, loans_balanced_testinot.fully.paid)

= predTest <- predict(Modelo200, loans_balanced_test, type= "class")
= mean(predTest == loans_balanced_testinot.Tully.paid)

[1] 0.9662393

= table(predTest, lecans_balanced_testinot.fully.paid)

predTest 0 1
0 2227 30
1 128 2295

Mientras que para el de 500 arboles:

> predTest300 <- predict{Modelos00, loans_balanced_test, Type= "class™)
> mean(predTest300 == loans_balanced_testinot. fully. paid)

[1] 0.9643162

> Table(predTest300, loans_balanced_testinot.fully.paid)

predTest300 1] 1
0 2218 30
1 137 2295

Destacar que se obtiene precision similar, aunque un poco mas baja en el algoritmo de 200 arboles.
Posiblemente se deba a que, a mayor nimero de drboles, mds se tiende a hacer overfit en el modelo. De todas
maneras, es solo un ejemplo con una muestra concreta, lo usual es tomar varias muestras del 70% y
comparar.
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La tabla nos da el nimero de coincidencias de la prediccian de clasificacion con el valor real de la
muestra test.

\Vamos a Vertica:

SELECT RF_CLASSIFIER('RF_LOANS', 'LOANS TRAIN', 'not.fully.paid', '*'
USING PARAMETERS exclude columns = 'not.fully.paid’, ntree=200)

1 rowi(s) fetched - 8.316s

El modelo con 200 arboles tiene un tiempo de ejecucion de: , que comparado a

R es ligeramente inferior.
El modelo de 500 arboles tiene un tiempo de ejecucion de: 1 row(s) fetched - 24.245s , Que, aungue
inferior al de R, la diferencia es menor que en el de 200.

Ahora aplicamos el modelo a la muestra test:

CREATE TABLE PREDICT_LOANS TEST as

(SELECT PREDICT_RF_CLASSIFIER(* [JSING PARAMETERS model name = 'RF_LOANS') as pred
FROM LOANS_TEST_2);

SELECT pred, COUNT(pred)

FROM PREDICT_LOANS_TEST
GROUP BY pred;

(LOANS _TEST _2 es la muestra test sin la columna ‘not.fully.paid’ por comodidad)

La consulta nos proporciona este resultado:

123 COUNT T3

Para el modelo de 500 arboles, tenemos una sentencia analoga.

DROP TABLE PREDICT LOANS_TEST500;
CREATE TABLE PREDICT_LOANS_TESTS@p as

{SELECT PREDICT_RF_CLASSIFIER(* USING PARAMETERS model name = 'RF_LOANS5@@') as pred
FROM LOANS_TEST_2);

SELECT pred, COUNT(pred)
FROM PREDICT_LOANS TESTS@E
GROUP BY pred;

La consulta nos da:

123 COUNT TI

3.050
1.630

Resultados muy similares. Sin embargo, observamos lo siguiente:
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SELECT "not.fully.paid", COUNT("not.fully.paid"™)
FROM LOANS TEST
GROUP BY "not.fully.paid”;|

123 notfully.paid 1| 123 COUNT ‘UI|

2325
2 0 2.355

Es decir, la precision del algoritmo es muchisimo menor en Vertica y en R. No sé si se deberaa mi
implementacion del algoritmo, o quiza se deba a la potencia de Verticao R.

6.4 EJEMPLO RANDOM FOREST EN PYTHON

Vertica-ML-Python:

Destacar que no sé muy bien como aplicar el modelo a mi muestra de test en la libreria. Este seria un
ejemplo aproximado de cémo pienso que deberia funcionar. Sin embargo, el codigo crea y entrena el
modelo y lo almacena en la base de datos, podemos acceder desde alli para ver el resultado.

Python:
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Scikit no permite el uso de variables categoricas en los predictores, de ahi que necesitemos utilizar

get_dummies.

6.5 CONTRASTE EJEMPLO RANDOM FOREST

PRUEBA RANDOM FOREST

Python:

valor prediccién

R
predTest 1] 1

0 2222 30

1 133 2295
Vertica:

123 actual_class \[] 125 predicted 0 1| 123 predicted_1 7]

1 | 1.823 532
2 1 1.226 1.099
Vertica ML Python:
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123 predicted 0 T71| 123 predicted_1 71
1.835 520
1.246 1.079

\Vemos que los resultados en R y Python son similares y con poco margen de error, mientras que en
Vertica los resultados tienen muchisimas clasificaciones erréneas. En resumen, para una clasificacion
mediante RandomForests seria mejor utilizar Python o R.
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7 DESCRIPCION STRATEBI

En Stratebi ofrecemos gran cantidad de soluciones analiticas por una compania de rapido
crecimiento, innovando en las areas tecnologicas de mayor desarrollo en la actualidad: Business
Intelligence, Big Data y Social Intelligence, muchas de ellas, basadas en soluciones Open Source.

Ademas, somos Partners Certificados en Microsoft PowerBl y Vertica, con gran namero de
proyectos con ambas tecnologias

Contamos con oficinas en diversas ciudades de Espafna: Madrid, Barcelona, Sevilla, Alicante y Latam

N ()

Desarrollamos nuevas soluciones analiticas basadas en Open Source, para la generacion de Cuadros

de Mando en tiempo real, con tecnologias loT para SmartCities, machine learning, etc...

<P
\’o‘ ,\

LinceBI

The best open source
Bl based solution
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s TECNOLOGIAS

Recientemente, hemos sido nombrados Partners Certificados de Vertica, Talend, Microsoft,
Snowflake, Kylligence, Pentaho, etc...
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9 DESCRIPCION DE LAS SOLUCIONES

® Big Data
f ETLy Data Quality

“@- Business Intelligence

3 Machine Learning

& Soluciones Verticales

Stratebi son los creadores de la solucion LinceBl.com sobre la que podras desarrollar e innovar.

STTOOLS / LINCEBI OTRAS HERRAMIENTAS BI

STPivot: Visor OLAP, | Power BI, Tableau, Qlik, Otras {Zeppelin, Superset...)
STReport: Informes Ad-Hoc,
STDashboard: Cuadros de Mando.
STCard: Balanced Scorecard.
STAglle: Visor de Origenes de Datos.

DISTRIBUCION
HADOOP

Local y Nube: I
Hortonworks
Cloudera

Nube:
Amazon EMR
Microsoft HD Insight

Kylin: Big Data M-OLAP
Vertica: Big Data C-OLAP
_____ RDBMS: R-OLAP

| PROCESAMIENTO DW

Spark:

SQL, Real Time, Grafos y
Machine Learning (MLIB e
integracién con lenguaje R),
Hive:

SQL, Raw Data Discovery, ETL
Transformacion, Machine
Learning.

Pentaho: Carga Batch y Streaming.
ETL y Orquestacion.

Oozle: ETL y Orquestacidn.

Sqoop: Carga distribuida, Batch.
Kafka: Carga distribuida, Streaming,

| ALMACENAMIENTO DISTRIBUIDO

Hadoop - HDFS Amazon S3.
FUENTES DE DATOS

Bases de datos (RDBMS, Columnar, NoSQL), ficheros
{ison, xml, txt..), internet of the things (IaT), Apps, etc.

Pagina 39 de 44


http://www.stratebi.com/

stratebi.com 91.788.34.10

MACHINE LEARNING Y VERTICA 9.2

10 INFORMACION SOBRE STRATEBI

'™ A
DATA
NINJA

Stratebi es una empresa espafola, con sede en Madrid y oficinas en Barcelona, Alicante y Sevilla,
creada por un grupo de profesionales con amplia experiencia en sistemas de informacion,
soluciones tecnologicas y procesos relacionados con soluciones de Open Source y de inteligencia de
Negocio.

Esta experiencia, adquirida durante la participacion en proyectos estratégicos en companias de
reconocido prestigio a nivel internacional, se ha puesto a disposicion de nuestros clientes a través
de Stratebi.

Stratebi es la Gnica empresa espanola que ha estado presente todos los Pentaho Developers
celebrados en Europa (Mainz-Alemania, Barcelona, Lisboa, Roma, Amsterdam, Sintra, Amberes (2)
Londres...), habiendo organizado el de Barcelona.

En Stratebi nos planteamos como objetivo dotar a las companias e instituciones, de herramientas
escalables y adaptadas a sus necesidades, que conformen una estrategia Business Intelligence
capaz de rentabilizar la informacion disponible. Para ello, nos basamos en el desarrollo de soluciones
de Inteligencia de Negocio, mediante tecnologia Open Source.

Stratebi son profesores y responsables de proyectos del Master en Business Intelligence de la
Universidad UOC, UCAM, EOI...

Los profesionales de Stratebi son los creadores y autores del primer weblog en espanol sobre el
mundo del Business Intelligence, Data Warehouse, CRM, Dashboards, Scorecard y Open Source.

Stratebi es partner de las principales soluciones Analytics: Microsoft PowerBI, Talend, Pentaho,
Vertica, Snowflake, Kyligence, Cloudera...

Todo Bi, se ha convertido en una referencia para el conocimiento y divulgacion del Business
Intelligence en espariol.
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11 REFERENCIAS STRATEBI

Trabajamos en los principales sectores y con algunas de las companias y organizaciones mas

importantes de Espana.
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12 EJEMPLOS DE DESARROLLOS ANALYTICS

A continuacion se presentan ejemplos de algunos screenshots de cuadros de mando disefiados por

Stratebi, con el fin de dar a conocer lo que se puede llegar a obtener, asi como Demos Online en la

web de Stratebi:
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